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Abstract  The allocation of tasks to realize AI inference is a significant problem when the inference is 

implemented in an IoT system. If the allocation is not proper for the target system, it would cause the problem 

such as insufficient processing time and expensive cloud billing, which would urge the system to be redesigned 

for satisfying desired requirements. In this paper, the method which could derive the performance metrics and 

candidates of the appropriate task allocation. This approach would decrease the burden of deducing the 

performance and increase the explainability of the task allocation result. 

 

1. はじめに 

 AIの推論は，前処理，推論処理，後処理の 3つの処理を順に実行する推論フローとして実現さ

れる．クラウドやエッジデバイスなど複数の装置で推論フローを実現する場合，どの処理をどの

装置に配置するか割当てを決定する必要がある．その際，各処理の実行時間や処理間のデータ通

信量，クラウドサービス利用による課金額などを考慮し，処理の割当てを決定する．十分な検討

なしに決定した場合，前述の性能効率性に関する要求品質を満足せず，システム設計とソフトウ

ェア開発をやり直す手戻りが発生する可能性がある． 

 実機を用いて適切な処理割当てかどうか検証するには，実機上で動作するソフトウェアを開発

し，クラウドとエッジデバイスが接続した開発環境を構築しなければならないため，結果を取得

するまでに多くの工数を要してしまう．本課題に対処するには，多数考えられる処理割当て候補

の中から，処理速度や通信量等の観点から最適な割当て方法を効率良く導出する手法を考案する

必要がある．ただし，単純に最適解のみを導出するだけでなく，設計根拠として選択した候補の

優位性をステークホルダに共有するため，結果の説明性を持った手法とする必要がある． 

 本論文では，AIの推論フローをシステム上に実現した時の処理時間やリソース消費量を，実機

なしで推測することにより，最適な処理割当て方法を説明性を確保しながら効率的に導出する手

法を提案する．上記を実現するため，推論フローの処理と処理間におけるデータの受け渡しを抽

象的に表現するワークフローモデルを導入する．提案手法の有効性を確認するため，3 つの推論

フローを対象に最適な処理割当てを導出できるか実験した．最後に，実験結果から提案手法の適

用による効果と今後解決が必要な課題について述べる． 
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2. 課題 

 IoT システムは，利用できる計算リソースが異なる複数種類の装置が連携して処理を実行する

ことにより，ユーザに価値ある機能を提供する．IoTシステムを構成する装置の種類は様々だが，

処理時間等の性能効率性とコストのトレードオフを考慮し，装置のスペックを決定していく必要

がある．すなわち，クラウドで処理を実行する場合は潤沢な計算リソースを利用できる一方，使

用に伴うランニングコストが発生する．一方，エッジデバイスで処理を実行する場合は，多くの

計算リソースは見込めないが，クラウドに送信する通信のオーバーヘッドが抑えられるのに加え，

クラウドの利用コストは発生しない． 

 AIの推論処理は，学習モデルへ入力するデータを加工するための前処理と，推論結果をアプリ

ケーションが利用する形式に加工する後処理を追加することで実現される．AIの推論機能はこれ

らの処理を順番に実行することで，必要とされる結果を出力する． 

 IoTシステムに推論フローをデプロイする時には，前述のトレードオフを考慮して，推論フロー

を構成する各処理を装置に適切に割当てる必要がある．考慮を怠った場合，システムテスト時ま

たは運用時に意図せず装置間で大量の通信が発生したり，高額なクラウド課金が発生したりする

などの問題が起こる可能性がある．この問題が発生すると，推論フローの実装を見直す必要が出

てくるため，ソフトウェアを再設計する手戻りが発生してしまう． 

 上記課題に対して，数理アルゴリズムを適用することにより，システムに推論フローを実装す

る前に処理の割当てを机上演算で導出する既存研究が存在する[1][2]．しかし，これらの方法では，

最終的な最適化結果を知ることができるが，その結果が他の割当て方法と比較して，どの程度優

位なものであるかを確認することができない．実開発では，ステークホルダへの設計根拠の説明

のため，複数の割当て候補を提示して，対象のシステムに対してどの候補が適切かを示す必要が

出る可能性がある．また，今回対象とするのは処理時間やクラウド課金額などトレードオフの関

係にある複数の要素を最適化する多目的最適化問題である．この場合，システムに求められる処

理時間やクラウド課金額の要求割合をパラメータで表現する必要が出てくるが，開発者が正確に

パラメータの値を設定することが難しい可能性もある． 

 

3. 提案手法 

 本手法では，AIの推論フローを表現するワークフローモデルを構築することで，フローを構成

する処理を各装置に最適に割当てる方法を導出する．その際，ステークホルダへの説明性を確保

するため，最適解と他候補の結果の差異を提示することを特徴とする． 

 本手法の全体像を図 1に示した。最適な処理割当ては，以下の 4つのステップから導出される． 

 
図 1 提案手法の全体像 
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Step1：ワークフローモデルの構築 

 ワークフローモデルは，図 1 の Step1 に示したような AI の推論フローで実行される処理をノ

ード，処理の間で渡されるデータの流れをエッジとして表現したモデルである．ノードに汎用 PC

上で動作させた時に実測した処理時間を，エッジに処理間で渡されるデータ量を設定する． 

 

Step2：割当てパターンの生成 

 ワークフローモデルを構成する各処理をクラウドまたはエッジデバイスに割当てたパターンを

生成する．はじめに，推論フローの中で実行装置を固定する処理を定義する．その後，固定しな

い各処理を両者に割当てる際に考えられる全ての組合せを，割当てパターンとして抽出する． 

 

Step3：性能値の推測 

 生成した各割当てパターンについて，システム上に推論フローを実装した際の性能値を推測す

る．本手法で推測する性能値は，処理時間と通信時間，クラウド課金額である． 

 処理時間は，ノードに設定された実測処理時間に対し，実測マシンとクラウドまたはエッジデ

バイスのマシン性能比で補正する．計算式を以下に示す．補正に使用するマシン性能値として，

搭載 CPUのクロック周波数や PassMark[3]等のベンチマークの値，コア数を利用する． 

 
 通信量は，処理の間で実行装置が切り替わるときのデータ量を積算して算出する．通信量は，

クラウド課金額を導出するため，通信方向を区別して算出する． 

 通信時間は，通信量と想定される通信速度からデータ転送に要する時間を算出する．計算式は

以下の通り． 

 
 クラウド課金額は，利用するクラウドサービスの料金体系を参照し，推測した処理時間や通信

量を代入して導出する． 

 

Step4：最適パターンの選択 

 推測した性能値をグラフにプロットし，パレートフロントを導出することで，最適な処理割当

て候補を抽出する．パレートフロントは，推測された性能値について他のどの解にも優越されな

い最適解を繋げたトレードオフ曲線である．性能値をプロットして得られるパレートフロントの

例と最適解の候補の例を図 2に示した．設計者は得られた候補の性能値を確認し，その中から要

求性能を満足する候補を選択する． 

推測処理時間 = 実測処理時間 ×
実測マシン性能値

実機マシン性能値
 

通信時間 =
通信データサイズ

通信速度
 

 
図 2 パレートフロントと最適解候補の導出例 
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4． 実験 

4.1 概要 

 3 章で記した提案手法が有効かケーススタディで実験した．本実験では，3つの推論フローを定

義し，本手法により処理割当ての最適解を導出することができるか確認した．各々の推論フロー

の概要を以下に示す．また，推論フローに対応するワークフローモデルを図 3に示す．当該ワー

クフローに，実験 PCで測定した処理時間と処理間で発生した通信量を記載した． 

(a) 物体検知の推論フロー 

 入力画像の物体位置と種類を推論[4]し，矩形で囲った画像を出力する推論フローである． 

 
(a)物体検知 

 

(b)画風変換 

 
(c)音声認識と感情分析 

図 3 物体検知のワークフローモデル 
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(b) 画風変換の推論フロー 

 入力画像を指定したスタイル画像の画風に変換[5]する推論フローである． 

(c) 音声認識と感情分析の推論フロー 

 音声を認識[6]し，テキスト化した発言内容を感情分析[7]した結果を表示する推論フローである． 

 

 筆者は，上記 3つの推論フローを図 4に示すシステム構成にデプロイすることを想定した時の

処理時間と通信量を推測した．また，処理時間とクラウド課金額を評価軸に，最適な処理割当て

を導出することを試みた． 

 本実験では，実測 CPUの処理時間から実機 CPUの処理時間への変換に，PassMarkの整数演算ま

たは浮動小数点演算の性能値を採用した．これは，推論フローにおける主要な処理である推論処

理が数値演算を実行するためである．具体的には，(a)と(c)の推論フローには Integer Math，(b)

の推論フローには Floating Point Math の性能値を使用した．また，マルチスレッドで動作する

推論処理に対応するため，処理実行時に使用されるコア数を CPU の性能比の算出要素として追加

した．具体的な計算式を以下に示す． 

推測処理時間 = 実測𝑃𝐶処理時間 ×
実測𝐶𝑃𝑈 𝑃𝑎𝑠𝑠𝑀𝑎𝑟𝑘性能値(1 コア相当) × 実測𝑃𝐶実行コア数

実機𝐶𝑃𝑈 𝑃𝑎𝑠𝑠𝑀𝑎𝑟𝑘性能値(1 コア相当) × 実機𝑃𝐶実行コア数
 

 

 通信量は，処理の間で実行装置が変わる場合に発生するものとし，推論フロー全体の通信量と

して加算する．クラウド―エッジデバイス間のネットワーク速度は 100Mbps として推測した． 

 

4.2 結果 

 各推論フローに対する実験結果を図 5に示す．推測した性能値をプロットしたグラフに，パレ

ートフロントを赤線で示している． 

 (a)では，処理 1と 9 をエッジデバイスに割当て，それ以外の処理をクラウドかエッジデバイス

に割当てた場合の全 128(=27)パターンについて性能値を推測した．パレートフロントを確認した

結果，割当て可能な処理を全てクラウドに配置して処理時間を最小にするパターンと，全てエッ

ジに配置してクラウド課金額を最小にするパターンの 2つが最適解の候補として導出できた． 

 (b)では，処理 1 と 13 をエッジデバイスに割当て，それ以外の処理をクラウドかエッジデバイ

スに割当てた場合の全 2048(=211)パターンについて性能値を推測した．パレートフロントを確認

したところ，割当て可能な処理を全てクラウドまたはエッジデバイスに割当てるパターンと，そ

の中間解を含めた 3つの最適解の候補を導出することができた． 

 (c)では，処理 1,6,12 をエッジデバイスに割当て，それ以外の処理をクラウドかエッジデバイ

スに割当てた場合の全 512(=29)パターンについて性能値を推測した．パレートフロントを確認し

た結果，割当て可能な処理を全てクラウドまたはエッジデバイスに割当てたパターンに，2 つの

中間解を含めた 4つの最適解の候補を導出することができた． 

 上記のとおり，本手法を用いると，複数の最適解の候補について性能値を比較できるため，ス

テークホルダへの説明性を担保しながら，処理の割当てパターンを決めることができると考える． 

 
図 4 本実験のシステム構成 
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5． 考察 

5.1 精度 

 本手法による性能値の推測結果の精度を確認するため，実機で図 4に示したシステムを構築し，

推論フロー(a)の各処理時間の実測値を取得し，両者を比較した．各処理における推測値と実測値

を表 1に示す．パレートフロントにより最適解の候補として導出されたパターン①とパターン②

を対象に比較した．パターン①と②の双方について，推測値と実測値の間に誤差が発生している

 

 

 

(a)物体検知 

 

 

(b)画風変換(抜粋) 

 

 

(c)音声認識と感情分析(抜粋) 

図 5 割当てパターンの処理時間と課金額 
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ことが分かる．以下に，発生誤差について考察する． 

 パターン①の通信時間については，実測の通信時間の方が長い結果となっている．この誤差は，

本手法の通信時間がネットワークの輻輳を考慮しておらず，データ量とデータ帯域から単純に転

送所要時間を算出したことに起因すると考えられる．これは，ネットワーク輻輳を表現したモデ

ルで通信時間を推測するようにすることで，通信時間の予測精度が向上する可能性がある． 

 パターン②の処理 7 は，予測値よりも実測値の方が長い結果となった．処理 7 は推論処理に該

当する．この誤差は，マルチスレッドで動作する推論処理によりエッジデバイスの CPU リソース

を全て消費してしまい性能劣化した可能性がある． 

 

5.2 効率性とスケーラビリティ 

 上記の実験で割当てパターンの性能値を取得するまでに，本手法による推測の場合は 2 日，実

機を用いた実測の場合は 7 日要したため，本手法の方が効率良く最適な割当て方法を導出できる

と考える．実機を用いた時に長い時間を要するのは，実装上の課題を解決する必要があるためで

ある．例えば，クラウドにアップロードするアプリケーションのサイズ制限や，連携サービスの

設定，アカウントやロールの準備等である．また，実機を用いる場合は，基本的に一度に一つの

割当てパターンしか性能値を測定できない． 

 なお，本実験において，ワークフローモデルの定義後，パレートフロントを導出するまでに要

する計算時間は 5 分程度であった．今回の実験で用いたワークフローモデルの規模で，各処理を

エッジデバイスまたはクラウドに割当てる問題であれば，全ての割当てパターンについて性能値

を推測し，パレートフロントで最適なパターン候補を導出できると考える． 

 一方，本実験ではクラウドとエッジデバイスで構成されるシステムについて，推論フローの各

処理を割当てる前提で実験をした．想定システムを構成する装置の種類が増えた場合，割当てパ

ターンの総数は一気に増大する．例えば，最もパターンの組合せ数が多くなる(b)の推論フローに

おいて，クラウドとエッジデバイスの間にゲートウェイ 1 台を接続する構成の場合，割当てパタ

ーンの総数は 177147(=311)となる．上記条件でパレートフロントの導出を試みた場合，実験 PCで

結果が得られるまでに約 5 時間を要した．本手法は，割当て対象となる装置数が少ない時は，全

組合せの割当てパターンの性能値を推測することができるが，装置数が増えたり推論モデルを切

替えたりすることで組合せ数が増大する場合におけるスケーラビリティに課題があると考える．

表 1 推測値と実測値(平均)の比較 

 

  

図 6 (b)画風変換における画像サイズ変更時の推測結果 

総時間 処理1 処理2 処理3 処理4 処理5 処理6 処理7 処理8 処理9 通信時間

予測値 3.88 1.12 0.126 0.0097 0.00138 0.01731 0.000997 1.99 0.116 0.107 0.396

実測値 6.38 0.991 0.0595 0.0070 0.00064 0.00724 0.000510 1.93 0.045 0.118 3.51

予測値 7.54 1.08 0.466 0.0097 0.00509 0.0609 0.00350 5.39 0.420 0.101 ー 

実測値 13.96 0.906 0.122 0.0224 0.00167 0.0293 0.00173 12.5 0.224 0.117 ー 
パターン②

パターン①
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本課題については，全ての割当てパターンを推測するのではなく，最適解を導出する可能性の高

い割当てパターンの性能値を優先的に算出できるようにアルゴリズムを改良する対応策が考えら

れる． 

 

5.3 仕様変更時の影響分析 

 本実験の(b)画像変換の推論フローについて，入力画像サイズを小さくした時に推測結果に与え

る影響を確認した．画像サイズ変更時の推論フローの最適化結果を図 6に示す．図 5(b)と比較

すると，性能値のプロットの傾向は変わらず，導出された最適解の候補も同じであることが分か

る．しかし，画像サイズを小さくしたことにより，全体的に処理時間が短縮され，課金の推測額

も小さくなっていることから，与えられた要求を考慮して最終的に採用する候補が変化する可能

性がある． 

 上記のように，ワークフローモデルに設定するパラメータを変更することにより，仕様変更時

における処理割当てへの影響を検証することができる．例えば，大きな画像サイズを入力したと

きの処理時間の推測結果が想定よりも長かった場合，小さな画像サイズに対応するパラメータで

再検証することにより，入力画像の解像度と処理時間のトレードオフを考慮しながら最適な設計

を検討できるようになると考える． 

 

6. おわりに 

 本手法により，複数装置から構成されるシステム上に AIの推論フローを実現する時の処理時間

やクラウド課金額等を机上で推測し，パレートフロントを導出することにより最適な処理割当て

の候補を導出できることを確認した． 

 今後の展望を以下に示す． 

⚫ 実機における処理時間と通信時間の推測精度向上 

⚫ スケーラビリティを考慮した効率的な最適化アルゴリズムの検討 

⚫ ユースケースに応じた提案手法の応用可能性の追加検討 
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